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OZET

Giliniimliz havacilik sektoriinde miisterilere sunulan hizmetlerin 6zellikleri, fiyatlar1 ve
teknolojileri arasindaki benzerligin artmasi, firmalara bagli miisteri kitlesinin olusturulmasini
zorlastirmistir. Bu baglamda, miisterilerin havayolu firmalarima yonelik diisiincelerinin,
inang¢larinin ve algilarinin bilinmesi, kurum kimliginin olusturulmasini, olumlu kurum imajimnin
ve miisteri sadakatinin yaratilmasimi onemli bir konuma getirmistir. Havayolu firmalari
acisindan rekabet avantajindan yararlanarak, siirdiiriilebilir pazar pay1 ve basar1 saglamada,
hizmet kalitesi ve miisteri sadakati kavramlari ile gii¢lii bir kurum imaj1 olusturmalarina bagh
hale gelmistir. Bu kapsamda, arastirmanin amaci havayolu firmalarinda, miisteri sadakatinin
yaratilmasinda kurum imajinin ve algilanan hizmet kalitesinin etkisini degerlendirmektir.
Arastirmada Amerika'da bir havayolu firmasinin yaklasik 100000 (egitim veri seti) yolcusu igin
yaptiklar1 yolculuk sonrasinda yolculuk detaylari (yolculuk smifi, yolculugun mesafesi,
yiyecek icecek, wifi hizmetleri vs.) ve son olarak yolculuktan memnun kalip kalmadiklarini
belirttikleri bir memnuniyet anketi verileri kullanilmistir. Ardindan bu veriler, memnun kalip
kalmamaya dair bir ifade bulundurmayan ancak diger yolculuk detaylarin1 barindiran yaklasik
25000 farkli anket verisinin (test veri seti), en basarili sekilde memnun kalma veya kalmama
seklinde siniflandirilmasi i¢in kullanilmistir. Bu islem gergeklestirilirken uygun veri
madenciligi siniflandirma uygulamalar1 tespit edilmeye calisilmis, tespit edilen 2 farkl
algoritmanin(KNN ve Decision Tree) ¢alisma prensipleri aktarilmistir. Ayn1 zamanda hangi
anket sorularmin memnuniyet kararini en ¢ok etkiledigi arastirilmis, basar1 oranini diisiiren
anket sorular1 ve verileri tespit edilerek anket verileri tekrardan diizenlenmistir. Uygulanan
algoritmalar karsilastirilmig, en yiiksek dogruluk oranina sahip olan diizenlenmis veriler ve
algoritma kullanilarak test verileri siniflandirilmistir. Gergeklestirilen islemler iicretsiz olarak
sunulan WEKA programi kullanilarak gerceklestirilmistir. Ayrica gerceklestirilen islemlerin
programda nasil ve ne sekilde uygulandigi detaylari olarak aktarilmis ve ekran gorintdleri ile
desteklenerek aymi zamanda egitici bir yaklasim yakalanmaya calisilmistir. Arastirma
sonuglarinin havayolu firmalarinin algilanan hizmet kalitesini ve kurum imajini arttirmalarinda
ve miisteri sadakatini olusturmalarinda yapmalar1 gereken faaliyetlere yonelik olusturulan
oneriler dogrultusunda, yol gosterici olmas1 beklenmektedir.

Anahtar Kelimeler: Havayollari, Miisteri Memnuniyeti, Veri Madenciligi, Simiflandirma
Yaklagimlari, WEKA



BOLUM 1. GIRIS

Glinlimiizde havayolu firmalar1 artan rekabet kosullari altinda 6ncelikle miisterilerin istek ve
beklentilerini anlayarak, miisterilerin ihtiyaclarim1 karsilamaya yonelik en uygun hizmeti
sunmaya odaklanmalidirlar.

Hizmet kalitesi, sirket-miisteri alisveriginin miisteri tarafindaki faydalari ile ilgilidir. Havayolu
endiistrisi, hizmet sektoriinde 6nemli bir rol oynamaktadir. Yolcular1 diinyanin her yerine
ulastirma yetenegi ile diger sektorlere 6nemli 6lgiide katkida bulunmaktadir(Whau ve Kao,
2009).

Havayolu endustrisi, kiiresel ekonomide 6nemli bir rol oynamaktadir. Eglence ile turizm
endistrisinin hayati bir bilesenidir ve uluslararasi iglerin yiiriitiilmesi i¢in vazgecilmezdir.
Endiistri, ¢evre etkilerine ¢ok duyarlidir. Endiistrinin genel karlilik problemlerini birkag faktor
olusturmaktadir. Bunlardan ilki, ekonomik durgunlugun énde gelen bir géstergesi olan sektoriin
dongiisel dogasidir. Uriine olan talep bayram ve is seyahatleri gibi ilgili faaliyetlere olan talebe
baghdir. Uriin bozulabilir ve talep mevsime, haftanin giiniine ve giiniin saatine gore degisir
(Tiernan, 2008).

Son yillarda, havayolu firmalar1 arasinda hem fiyat serbestisi hem de yolcularin hizmet kalitesi
bilincinin artmasi nedeniyle biiyiik bir rekabet yasamaktadir. Giiniimiiziin son derece rekabetci
hava tasimaciligi ortaminda, havayolu firmalar1 sadece daha uygun glizergahlar olusturmaya ve
ucuslarin sikligini artirmaya degil, ayn1 zamanda daha fazla promosyon tesvikleri de getirmeye
caligmaktadir. Bununla birlikte, bu pazarlama stratejilerinin marjinal faydalar1 giderek
azalmaktadir ¢linkii havayolu sirketlerinin ¢ogu ayn1 pazarlama stratejilerini uygulamaktadirlar.
Dolayisiyla havayolu firmalar1 artik hizmet kalitesini nasil gelistirmeleri gerektigine
odaklanmaktadirlar. Hizmet kalitesinin ne oldugunu anlamak, siirdiirmek ve iyilestirmek,
bugiin havayollarinin ana endiseleridir (Chou, 2011).

Glinlimiiziin rekabet¢i ortaminda havayolu endiistrisinde yiiksek kaliteli hizmet sunmak, bir
pazarlama gereksinimi haline gelmistir. Bununla birlikte kiiresel ekonomik gerileme ile, cogu
havayolu sadece hayatta kalmak icin mucadele etmektedir. Maliyetleri ve hizmetleri
olabildigince azaltmaya zorlanmaktadirlar. Bu nedenle, havayolu firmalari yoneticilerinin
miisterilerinin ne istedigini ve istemediklerini belirlemesi sarttir. Havayolu hizmet kalitesinde
yolcularin yliksek hizmet algisint korurken, 6nemli hizmet kalemlerini tutmanin ve daha az
onemli hizmet kalemleri i¢in harcanan ¢abalar1 en aza indirmenin yollari, havayolu sirketlerinin

ihtiya¢ duydugu yollardir (Liou, 2011).



1.1.Miisteri Memnuniyeti

“Miisteri her zaman haklidir” slogani, yiiksek bir 6nceligi ve miisteri memnuniyetinin énemini
vurgulamaktadir. Sirketler mevcut miisterileri korumanin yeni miisteriler edinmekten daha karl
oldugunu bilmektedirler. Havayolu sektoriindeki yogun rekabet géz oniine alindiginda, sadece
miisteri memnuniyeti yeterli degildir. Daha ziyade, marka sadakatini baslatabilecek ve daha
sonra rekabet etmede kolaylik saglayabilecek miisterilerle daha uzun siireli iligkiler kurulmasi
gerekmektedir(Hussain,2015).

Misteri memnuniyetinin en az iki farkli kavramsallastirmasindan bahsedilmektedir. Bunlar,
isleme 6zgii ve kiimiilatif memnuniyettir. Isleme 6zgii memnuniyet, belirli bir {iriin veya hizmet
karsilastirmas1 hakkinda belirli bir bilgi saglayabilirken, kiimiilatif memnuniyet, firmanin
gecmis, simdiki ve gelecekteki performansinin daha temel bir gostergesidir (Anderson,1994).
Isleme 6zgii bakis agisina gore miisteri memnuniyeti miisterinin son satin alma deneyimlerine
dayanan degerlendirmedir. Isleme &zgii bakis agisiyla kiyaslandiginda, kiimiilatif perspektif,
genel degerlendirmelerin altin1 ¢izerek, miisteri memnuniyetinin miisterinin son birka¢ satin
almasina degil biitiin satin alma deneyimlerine bagli oldugunu belirtmektedir (Kuo, 2009). Bir
sirketin yliksek miisteri memnuniyeti seviyesinden bir¢ok faydasi bulunmaktadir. Yiiksek
miisteri memnuniyeti miisteri sadakatini arttiracak ve miisteri kaybini1 6nleyecek, miisterilerin
fiyat hassasiyetini azaltacak, basarisiz pazarlama maliyetlerini diisiirecek ve yeni miisteri
kazandiracaktir. Miisteri sayisinin artmasi nedeniyle isletme maliyetleri diisecek, reklamin
etkinligi ve isletme itibar1 artacaktir (Kim, 2004). Miisteri memnuniyeti genellikle geri alim
niyeti ve miisteri sadakatinin 6nemli bir belirleyicisi olarak gorilmektedir (Deng, 2010).
Miisteri sadakati ¢ok Onemlidir ¢ilinkii sadik miisteriler bir firmaya bircok fayda saglar.
Bunlardan bazilari; stirekli bir kar akisinin olmasi, pazarlama maliyetlerinin azaltmasi ve
miisteri basina gelirin artmasidir (Yi ve La, 2004). Sadik miisterilere hizmet verme maliyetleri
daha azdir, Sadik miisteriler daha az fiyata duyarlidir ve sirketle daha fazla zaman gegirir, favori
markalar1 veya tedarikgileri hakkinda olumlu tavsiyelerde bulunur (Kumar ve Shah, 2004).
Miisteri memnuniyeti, herhangi bir hizmet endiistrisinin nihai hedefidir (Singh, 2015). Hizmet
kalitesi, her bir olayda hizmetlerin biligsel bir degerlendirmesidir, ancak memnuniyet,
misterilerin hizmetleri degerlendirilmesinde olusan birikmis bir etkidir (Saha ve Theingi,
2009). Havayolu hizmet kalitesi boyutlarindan ugus i¢i hizmetler, ucus i¢i dijital hizmetler ve
hava yolu arka ofis operasyonlari, yolcularin memnuniyetinin 6nemli belirleyicileridir. Bu

memnuniyet miisteri sadakatini ve havayolu sirketinin imajimi etkilemektedir. Havayolu



sektoriinde, yolcularin memnuniyeti hizmet kalitesini 6lgmede ve hizmet saglayicilarla
iligkilerini siirdiirme olasiliklarinda 6nemli bir rol oynamaktadir (Ali , 2015).

Archana ve Subha’ya (2012) gore havayolu sektoriinde miisteri memnuniyeti, ugus dncesi
hizmetleri, ugak i¢i hizmetler, bagaj tasima, ugus ici dijital hizmetler ve ugus sonrasi hizmetleri
iceren ¢ok boyutlu hizmet kalitesinden etkilenmektedir. Bu nedenle havayolu sektoriinde
miisteri memnuniyeti, siirdiiriilebilir bir is ve miisterileri ile uzun siireli iliski saglamak i¢in ¢ok
kritik bir unsurdur (Faroog, 2018). Bir hizmetin kalitesi, hizmet saglayicinin tiiketicilerin
ihtiyaclarim1 ve isteklerini tutarli bir sekilde karsilama becerisine baghdir. Miisterilerin
ihtiyaclari karsilandiginda ve kaliteli hizmet saglandiginda, miisterilerin memnun olma olasilig1
daha yiiksektir. Yiiksek bir miisteri memnuniyeti saglamak igin, bir hizmetin genel olarak
miisteri memnuniyetinin bir onciisli oldugu diisiiniiliirse, bir kurulus yiiksek diizeyde hizmet
sunmalidir. Hizmet kalitesi miisteri memnuniyeti tizerinde 6nemli bir etkiye sahiptir (Hussain,
2016).

Miisteri memnuniyetini etkileyen faktorler Sekil 1°de goriilecegi tizere iki bdoliimde

siniflandirabilir.
Miisteri Memnuniyetini Etkileyen
insan Faktirleri Uriin Faktirleri
Tepk - Performans
Hizmet -  Etkinhk
Taahhiit, baghhk - Teknolop
Sikayet yonetim sistemi - Bakim gereksinimi
Miister: dnenm - Yasam siiresi
Oryantasyon -  Fiyat
Tutum - (piriiniis
Miisten dostu dzellikler
Kalite
Sorunsuz ¢calisma

Sekil 1. Miisteri Memnuniyetini Etkileyen Faktorler (Bakirtag, 2013)
Tatmin olmus misteri (Ada, 2011: 18);

1. Aldig1 Uirtin miktar: artar.

ii. Isletmenin sattig1 farkli iiriinleri de alma egilimindedir.

iii. Isletmenin iiriinlerinden memnun oldugu icin, bunu gevresi ile de paylasarak isletmenin
imajina olumlu yonde katki saglar.

iv. Baska isletmenin sattig1 iiriinlere karst duyarlih@i azdir. Isletmeler giiniimiiz rekabet
kosullarinda karliliklarini siirdiirebilmeleri i¢in, iyi bir miisteri memnuniyeti programini

tasarlamasi, uyarlamasi ve gelistirmesi gerekir.
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Bunun igin (Aktepe, 2009: 13);

1. Miisteriler sikayetlerini zahmetsiz, iicretsiz ve hizli bir sekilde isletmeye iletebilmelidir.

ii. Miisteri geribildirimlerinin alindig1, miisteri memnuniyeti arastirmalar1 isletme tarafindan
diizenli yapilmalidir.

iii. Isletme {ist yonetimi, miisteri sikdyetlerini takip etmelidir.

iv. Misteri sikayetleri hizli bir sekilde cevaplanmalidir.

v. Satig sonras1 hizmetler etkinlestirilerek sikayetler ortadan kaldirilmalidir.

Sonug olarak miisterilerin beklentilerinin 1yi analiz edilerek, bu beklentilerin ya da fazlasinin
karsilanmas1 miisteri tatmininin olusmasini saglar. Miisteri memnuniyeti, miisterinin saticiya
ve Uriiniine iliskin diisiincesinin 6zetidir. Miisterinin bu memnuniyeti devam ettigi siirece de
isletmeye olan giliven duygusu artar ve isletmeye olan bagliliginda, sadakatinde bu duygu
Onemli bir rol oynar. Miisteri memnuniyeti, miisteri baglilig1 ve miisteri i¢cin deger olusturma

asamalar1 Sekil 2’°de gosterilmistir.

UYGUN KALITE MUSTERI MIUSTERI MUSTERI
=56z verilen MEMNUNIYETI SADAKATI DEGERI
sunma -Miisterilerin -Miisteriler -Hedet milsterinin
-standartlan istediini sunma siirekli kilma ihtiyaglanm
karsilama — -Miisteri »> -Miisteri > karsilama
sikayetlerini tavsiyelerine -Rakiplerin dniine
yamitlama uyma gegme
-yenl ozgiin
yararlar olusturma

Sekil 2. Miisteri memnuniyeti, Miisteri Sadakati ve Miisteri Degeri Olusturma (Odabasi, 2010)

Bu c¢aligmada havacilik sektoriinde hizmet kalitesinin miisterilere yapilan anketler sonucu
belirli analizler yaparak, miisteri memnuniyeti tizerindeki iligkisi aragtirtlmistir.Bu amagla, veri
madenciliginde kullanilan ve bircok analizi saglayabilen genis ¢apli Weka programi ile

miisteriler tarafindan yapilmis olan anketlerin analizi ile bazi sonuglar elde edilmistir.
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1.2.LITERATUR ARASTIRMASI

Veri Madenciligi, genis miktarda bilginin biriktirilmesi ve yararli bilginin ayristirilarak
taranmasi siirecini saglamaktadir. Bu siiregte veri madenciligi litaratiirde farkli uygulamalarla
yer almistir. Ozellikle son 20 yil verisindeki ¢alismalar veri madenciliginde uygulamarin ne

yone dogru ilerledigini gostermektedir.

Koktiirk ve arkadaslar1 2009, temel olarak veri madenciligi algoritmasi {izerine arastirma
yaparak veri madenciligi yontemlerine genel bakis saglayip veri madenciligi hakkinda
bilgilendirme ¢alismas1 yapmislardir(Koktlrk, Ankarali, Siimbiiloglu, 2009). Akpmar da
yapmis oldugu ¢alisma ile veri madenciligi ve bilgi yonetimi arasindaki iliskiyi inceleyerek
bilgi yoOnetimini basarili sekilde gerceklestirip veri madenciligi uygulamasi yapmustir.
(Akpinar, 2000)

Bilgin 2009, veri akis1 diyagramlart olustururak veri madenciligini kullanip yeni yazilim
gelistirme ortamlar1 olusturmustur. (Bilgin,2009)

Dogan 2004, yaptig1 calismada veri madenciligi algoritmalar1 igerisinde siiflandirmalari
kullanarak basaril1 veri analizi yapmustir. (Dogan, 2004)

Dener ve Arkadasglari, 2009 acik kaynak kodlu veri madenciligi programlarindan olan WEKA
programini kullanarak bir uygulama gelistirmislerdir (Dener, Dorterler, Orman, 2009).

Nair, 2019, veri madenciligini kullanarak birliktelik kurallar1 algoritmalarin otomotiv sektorii
verileri Gzerinde spmf ve weka programlari ile performans analizini yapmustir ( Nair, 2019).
Arabaci, 2007 veri madenciliginde Appriori, Tahminci Appriori ve Tertius algoritmalarinin
Weka ve Yale programlarina uyarlayarak bu iki programla karsilastirarak sonuglara ulagmastir.
(Arabaci, 2007)

Taskin’in yapmig oldugu veri madenciliginde kiimeleme yaklagimlari ve kohonen aglari ile bir
uyguama gelistirerek perakendecilik sektoriinde bir iyilestirme calismasi gergeklestirmistir
(Tagkin, 2010).

Bektag, Veri madenciligi tekniklerinin kullanilarak koroner arter hastaligmin varliginin
belirlenmesi ve risk faktorlerinin kullanilmasiyla ve bir risk skor sisteminin olusturulmasi
caligmasi gergeklestirmistir. (Bektas, 2017)

Aktiirk veri madenciligi ¢alismasi yaparak en iyi yonetici modelini kurmustur. (Akturk, 2013)
Giintiirkiin’tin ¢aligmasi ile veri madenciliginin kalite iyilestirmedeki uygulamalarin1 nasil
gerceklestirdigini ne gibi sonuglar dogurdugunu anlatan genis bir ¢alisma 6zeti bulunmaktadir.

( Guntiirkiin,2007)
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BOLUM 2. PROBLEMIN TANIMI

Havacilik sektoriinde yasanan yogun rekabet ortaminda, havayolu firmalarinin pazarda
varliklarini siirdiirmeleri, uzun donemde yolcularini birer sadik miisteriye doniistiirmelerine
bagli hale gelmistir. Miisteri sadakatinin yaratilmasinda ise, kurum imaj1 ve algilanan hizmet
kalitesi iki 6nemli birlesendir. Giiniimiizde ise, havayolu firmalarinin fiyat odakli yaklagimla
pazar paymin arttirilmaya yonelik ¢aligmalari, orta ve uzun donemde karlilig1 negatif etki
yaparak, kurum imajini olumsuz yonde etkilemektedir. Bu anlamda, fiyata gore {istiin kaliteyle
farklilasmanin saglanmasi, miisteri sadakatini yaratmada daha etkili bir unsurdur.

Havayolu tagimaciliginda faaliyet gosteren isletmelerin pazarda yer alabilmesi veya pazar
payin1 arttirabilmesi igin, miisterilerin hizmet satin alma tercihlerine neden olan faktorlerin ve
bu faktorlerin miisteri memnuniyetini belirleme derecelerinin 6grenilmesi ¢ok biiyiik 6neme
sahiptir.

Hizmetler soyut nitelik tasidiklar1 i¢in, miisterilerin satin almadan 6nce hizmet kalitesini
degerlendirmeleri zor olabilmektedir. Bu anlamda kalite de, tiiketici tarafindan algilanan
performans diizeyi ya da hizmetin tiiketiciyi tatmin etme diizeyine bagl degismektedir. Bu
nedenle, hizmet kalitesi yerine “algilanan hizmet kalitesi” ifadesi dikkate alinarak anketler
araciligl ile 6grenmek hedeflenmistir. Bu ¢alismada, veri setleri ve veri bilimi ¢alismalarina
yonelik icerikler bulunduran Kaggle'dan, American Airlines havayolu sirketinin miisterilerine
yaptig1 bir miisteri memnuniyeti anket verileri incelenecektir. Yaklasik 100.000 yolcunun
anket yanitlarinin bulundugu veride, miisteriler yaptiklari yolculuklarin sonucunda yolculuk
mesafesini, iniste ve kalkista belirtilen siireden sapma dakikalarini, bilet alirken ve bagaj
verirken karsilastigi hizmetin kalite seviyesine yonelik puanlama degerleri gibi veriler belirtip
son olarak, genel olarak yaptiklar1 yolculuktan memnun kalip kalmadiklarini belirtmislerdir.
Calismanin amaci bu 100.000 anket verisinin, ilk asamada veriler arasi korelasyonu anlamak
Uzere egitim i¢in kullanilip yolcularin en sonda belirttigi memnun kalip kalmadiklarina yonelik
yargilaria etkisinin ne diizeyde oldugunun tespit edimesi, buna yonelik kullanilan
simiflandirma algoritmalarinin  tanitilmasi  ve bu algoritmalarin  basar1  oranlarinin
incelenmesidir. ikinci asamada ise 25.000 farkh anket verisinin test icin kullanilip, memnun
kalip kalmama yanitlar1 bilinmeden, yalnizca anket verileri kullanilarak yolcularin memnun
kalip kalmadiklarini, bu veriler arasindaki bagintilar kullanilarak siniflandirmak, etiketlemek
amaclanmistir. Calismada bahsedildigi iizere veri madenciligi yontemlerinden siniflandirma

algoritmalar1 kullanilacaktir.
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ICIN TAKIiP EDILECEK

Coziim Asamalar Yontem Kullanilan Program

1 Verilerin indirilmesi,
temizlenmesi ve diizenlenmesi

2 Egitim verisine simiflandirma WEKA
uygulamasi

2.1 KNN Algoritma

2.2 Decision Tree Algoritma

3 Siniflandirilan ~ egitim  seti
verilerinin  incelenmesi  ve
uygulanan yontemlerin
karsilastirilmasi

4 Ozelliklere gore egitim
verilerinin  incelenmesi  son
diizenlemelerin yapilmasi

5 Test verilerine simiflandirma  WEKA
uygulanmasi

6 Siiflandirilan test verilerinin

incelenmesi ve yorumlanmasi

3.1. Verilerin Indirilmesi, Incelenmesi, Temizlenmesi ve Diizenlenmesi

Problemin ilk agsamasinda, 125.000 anket verisi indirilecek, daha sonra bu verilerden miisteri

memnuniyeti lizerinde etkisi hi¢ olmadig1 veya etkisinin gozardi edilecek kadar diisiik oldugu

veriler silinecek, ayrica veriler Tiirkge diline c¢evrilecektir. Son olarak veri formati,

siniflandirma islemleri icin kullanilacak olan WEKA programi i¢in uygun hale getirilip

kaydedilecektir.

3.2. Egitim Verisine Simiflandirma Uygulanmasi

Ikinci asamada uygun hale getirilen yaklasik 100.000 adet etiketli(sinifli, memnun kalip

kalmadigi bilinen) anket verisi izerinde WEKA programinda halihazirda var olan siniflandirma

algoritmalarindan K Nearest Neighborhood ve Decision Tree yontemleri uygulanacaktir.
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K Nearest Neighborhood ve Decision Tree yontemlerinin ¢alisma prensipleri bu kisimda

aktarilacaktir.
3.2.1 K Nearest Neighborhood Yontemi

Bu simiflandirma yontemi veriler arasi koordinat uzakliklarimi kullanarak smiflandirmaya
dayanir. Algoritmada K degeri veriye ait olan en yakin, yani en benzer verilerin sayisidir.
Kullanict bu K degerini kendi belirleyebilir ve siniflandirmay1 bu K degeri kadar en yakin
veri(komsu)degerlerine gore gergeklestirebilir. K degeri siniflandirabilmenin gerceklestirilmesi
icin yalnizca 1, 3, 5 gibi tek sayilar olarak se¢ilmektedir.

Yeni bir deger geldiginde K degerine mesafeler hesaplanir ve yeni deger bir kiimeye ilave edilir.
Mesafe hesaplama isleminde ise genellikle ©6klid uzakligi kullanilirken, bunun yaninda
manhattan uzakligi, minkowski uzaklig1 gibi mesafe hesaplama yontemleri de kullanilabilir.
Asagida Oklid uzaklig1 yonteminin adimlar1 gsterilmektedir: (Uzun, 2020)

Bu algoritma bes adimdan olusur:

Oncelikle K degeri belirlenir.

Diger nesnelerden hedef nesneye olan 6klit uzakliklar1 hesaplanir.

Uzakliklar siralanir ve en minimum uzakliga bagli olarak en yakin komsular bulunur.

En yakin komsu kategorileri toplanir.

En uygun komsu kategorisi segilir. (Uzun, 2020)

Ornek olarak asagida var olan 4 adet veri (mavi ve kirmiz1 renkte) bulunan koordinat diizlemine
dokiilmiis ifadede 5. verinin (sar1) hangi sinifa ait oldugu tespit edilmeye ¢alisilsin. Nesne 1 ve
nesne 2 mavi nesneleri(sinifi) temsil ederken nesne 3 ve nesne 4 kirmizi nesneleri(sinifi) temsil

etmektedir.
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Sekil 3. Veri kiimesine yeni bir veri yiuklenmesi (Uzun, 2020)
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Yeni eklenen nesne ile diger nesneler arasindaki oklid uzakligi hesaplanir ve hesaplama
sonuglar1 asagidaki Tablo 1 de gosterildigi gibidir.

Fark, = \/(X ; -X yeni)& . (Yz _Y;:enz'y

Tablo 1. Yeni nesnenin var olan en yakin nesnelere 6klid uzakligi (Uzun, 2020)

Yeni Nesne ile Uzaklik
Nesne 1 4
Nesne 2 5
Nesne 3 3
Nesne 4 3.606

Daha sonra K degerine gore en yakin nesneler belirlendikten sonra smiflandirma islemi
gerceklestirilir. K degerinin 3 olarak alindig1 varsayilirsa asagidaki gibi en yakin 3 nesneye goz

atilip, nesnelerin ¢ogunlugu hangi sinifta ise, yeni nesne de o sinifa atanir. (Uzun, 2020)

Tablo 2. En yakin ilk 3 komsu ve smiflari (Uzun, 2020)

Siralama Siniflar1
Nesne 4 Sinif 2
Nesne 3 Sinif 2
Nesne 1 Sinif 1
Nesne 2 Simif 1

Tablo 2. ile goriildiigii lizere en yakin ilk 3 komsudan ikisi(nesne 4 ve nesne 3) 2. sinifa yani
mavi renkli sinifa aittir. Bu yiizden en yakin 3(k) komsu i¢in yeni verinin sinifi da 2. sinif olarak
atanir. K degeri 1 olarak belirlenseydi, en yakin komsunun(nesne 4) siifi, sinif 2 oldugu icin

yeni deger bu durumda da 2. sinifa atanirdi. (Uzun, 2020)
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Sekil 4. Yeni eklenen verinin siniflandirilmasi (Uzun, 2020)

Verileri koordinat dizlemine dokerken Sekil 4 ile gosterildigi gibi her 6zelligin(attribute)
diizleme dokiildiigii unutulmamalidir. Ornegin sadece iki 8zelligin bulundugu bir siniflandirma
isleminde 6zellikleri x ve y olarak diisiiniip bunlar1 kartezyen koordinat sisteminde diisiinmek
kolaydir. Ancak koordinat diizleminde 6zellik sayis1 kadar parametre kullanilmaktadir. Bu
calismada 21 6zelligin ve 1 sinifin bulundugu bir veri {lizerinde g¢aligmaktadir. Bu durumda
KNN yontemi uygulanirken 21 farkli parametrenin bulundugu cok boyutlu bir islem
gerceklestirilmektedir. Egitim verisinin biiyiik olmas1 ve K degerinin uygun secilmesi KNN
acisindan onemlidir. Yapilacak olan calismada egitim seti siniflandirirken farkli K degerleri
icin basar1 orani1 kontrol edilecektir. En yliksek basari oranina sahip K degeri tespit edilip,
veriler egitim i¢in kullanilirken bu K degeri kullanilacaktir.

3.2.2 Decision Tree Yontemi

Siiflandirma problemleri igin yaygin kullanilan bir yontemdir. Ogrenmis siniflandirma modeli
agac seklinde gosterilir ve karar agaci (decision tree) olarak adlandirilir. Karar agaglar akis
semalarina benzeyen yapilardir. Her bir nitelik bir diiglim tarafindan temsil edilir. Dallar ve
yapraklar aga¢ yapisinin elemanlaridir. En son yapi yaprak en {ist yap1 kok ve bunlarin arasinda
kalan yapilar dal olarak isimlendirilir. C4.5 agac1 i¢in WEKA programinda J48 olarak agik
kaynak kodlu bir versiyonunun yazilmis oldugunu sdylemekte yarar vardir. Yukaridan agagiya
bir yaklagim kullanan algoritmalardan J48’ 1 inceleyecegiz. C4.5 algoritmasinin bir {ist
versiyonudur. Karar agaci algoritmalari, durumlar ve 6rnek kiimeleri ile baslar. Olaylarin

simiflandirilmasinda aga¢ yapist olusturulur. Agaglar, diigliim ve yapraklardan olusur.
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Diigliimden sonra dallanmalar baslar. Her bir durumun olasili§i dallanmada belirtilir. Karar
agacinin her bir diigiimii test verisi igerir. Test sonuglarina gore sonraki dallanmanin hangisi
olacagina karar verilir. Yapraklar da sinif bilgisi ierir (Cihan ve Kalipsiz, 2015). Bu algoritma,
siif bilgilerini kullanarak siniflandirma yapar .C4.5 agacinda normallestirme (normalization)
kullanilir.

C4.5 agacinda entropi degerleri birer oran olarak tutulur. Ayrica agag iizerinde erisim
sikliklarina gore alt agaglarin(subtree) farkli seviyelere taginmasi da miimkiindiir.C4.5 agacinda

budama(pruning) islemi yapilmaktadir.

Decision Tree algoritmasinin nasil ¢alistigin1 agiklamak gerekirse:
e Her adimda biitiin 6zellikler kontrol edilir.
e Her 6zelligin normalize edilmis bilgi kazanimi (information gain) hesaplanr.
e En iyi bilgi kazanimini veren 6zellik karar agacinda karar olarak taginir.
¢ Ardindan bu yeni karar diiglimiiniin altinda bir alt liste olusturularak alt karar agaci insa

edilir.

Konuyu bir érnek iizerinden anlamaya ¢alisalim. Ornek olarak asagidaki Tablo 4 de bulunan

veri kiimesini (data set) ele alalim:

Tablo 3. Ornek Veri Kiimesi

Ozellik 1 [Dzellik 2 |Dzellik 3 Sinif
Ali 70 Gecti Simifl
Ali 90 Gecti Simif2
Ali 85 Kaldi Simif3
Ali 95 Kaldi Simif4
Ali 70 Kaldi Simifl
Evren 90 Gecti Simifl
Evren 78 Kaldi Simifl
Evren 65 Gecti Simifl
Evren 75 Kaldi Simifl
Sadi 80 Gecti Simif2
Sadi 70 Gecti Simif2
Sadi 80 Kaldi Simifl
Sadi 80 Kaldi Simifl
Sadi 96 Kaldi Simifl



http://www.bilgisayarkavramlari.com/2012/11/13/information-gain-bilgi-kazanimi/
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Oncelikle asagidaki formiillerle Bilgi Kazanimi(Gain Information) hesaplanir.
m: hedef degiskenin alabilecegi degerlerin adedi

A: tahmin edici degisken

D: hedef degisken

v: tahmin edici degiskenin alabilecegi degerlerin adedi

Entropi: Info(D) = -1, (pi log, p i)
A'min Bilgisi: InfoA(D) = -Y7_; % x Info(Dj)

Bilgi Kazanimi: Gain(A) = Info(D) - InfoA(Dj)

Bilgi kazanimi1 hesaplanirken, o anda veri kiimesinde bulunan biitiin veriler ve hesaplanmasi
istenen belirli bir verinin lizerinden gidilir. Bu hesaplamasi yapilacak olan belirli veriye
ornekleme (misal, sampling) ismi verilir ve bitin veri kiimesi Uzerinden bu 6rneklemeye ait
hesaplama yapilir.

Yukaridaki formiile gore, 14 toplam satirdan 5 tanesi siif 2 ve 9 tanesinin smif 1 oldugunu
dikkate alarak asagidaki esitligi yaziyoruz. Once bilgi degerlerini hesaplayacak sonra da

kazanimi bulacagiz:

Bilgi(p) =-9/14* logx(9/14)-5/14*logx(5/14)
=0.940 bit

Ilk bilgi degeri biitiin par¢anin hesaplandig yani 14 satirin tamaminin dikkate alindig1 ve 9/14
ve 5/14 olarak iki ihtimalin hesaba katildig1 durumdur. Bu durum ayni zamanda entropi olarak
da diisiiniilebilir.

Ikinci bilgi hesabimizda 6zellik 1 kullanilacak. Buna gore veri kiimemizin ilk 5 satirinda Ali,
sonraki 4 satirinda Evren ve son 5 satirinda Sadi ozellikleri var. Buna gore Tablo 4 ile

gosterildigi gibi tabloyu 3 parcaya bolersek :


http://www.bilgisayarkavramlari.com/2008/12/17/entropi-entropy/
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Tablo 4. Ornek Veri Kiimesinin 3 Gruba Ayrilmasi

Gzellik 1 |Gzellik 2 [Ozellik 3 Sinif
Ali 70 Gecti Sinifl
Ali 90 Gecti Sinif2
Ali B3 Kaldi Sinif3
Ali 95 Kaldi Sinif4
Ali 70 Kaldi Sinifl
Evren 90 Gecti Sinifl
Evren 78 Kaldi Sinifl
Evren 65 Gecti Simifl
Evren 75 Kaldi Sinifl
Sadi 80 Gecti Simif2
Sadi 70 Gecti Sinif2
Sadi 80 Kaldi Simifl
Sadi B0 Kaldi Sinifl
Sadi 96 Kaldi Sinifl

Yukaridaki yeni tabloya gore her 6zellik par¢asinin ayr1 ayri hesaplanarak denklemde yerine

yazilmasi gerekir:
Bilgiyi(T)=5/14(-2/5*1ogy(2/5)~(3/5)) + 4/14(-4/4* logy4/4-0/4* log(0/4))
+5/14(-3/5% loga(3/5)-2/5% log:(2/5))
=0.694 bit

Yukaridaki formiilde mavi renkle belirtilen durum 1. 6zellik i¢in (x1) 5, 4 ve 5 par¢adan olusan
ve her parga i¢in ayr1 ayr1 Smifl ve Sif2 degerlerinin sayildigi durumdur. Yani ilk 5 satirlik
parcanin 2 satirt Smifl ve 3 satir1 Sinif2 oldugu i¢in 2/5 ve 3/5 seklinde iki deger alinmustir.
Digerleri de benzer sekilde hesaplanmustir.

Son adimda bu iki deger arasindaki farki hesaplayabiliriz:
Kazanim(x1)=0.940-0.694=0.246 bit
Yukarida bulunan bilgi kazanimi, biitiin veri kiimesindeki Ozellikl igin biitiin siniflar

arasindaki kazanimi gostermektedir. Bu degerleri kullanarak aslinda veri kiimemizi 3 parcaya

bolmiis ve her birisi icin bilgi kazaniminin olas1 degerini hesaplamis oluyoruz:
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Test X1;
Ozellik 1
Ali Sadi
Evren
P P2 P3
0:.2m 2:; : glmil B2.2 6.3 smif 0z.2 0z.3 Sml:
acti ini B 20 Gegti Sinit2
9 Gegti  Snif2 0 Geet 5'"':2 0 Gegti  sinf2
85 Kaldi Sinif2 78 Kaldi Sinif2 20 Kald Sinifl
95  Kald  Sinif2 65 Gegti  Sinifl 80 Kaldi Sl
70 Kald  Simifl 75 Kald  Sinifl 9  Kaldi Sinifl

Sekil 5. Karar Agacinin Alabilecegi Olasiliklardan Biri

Yukaridaki Sekil 5 ile gdsterim karar agacinin alabilecegi olasiliklardan birisidir ve agacin
ozellik 1’de bulunan isimlere gore karar noktasi olusturulmasi halinde alacagi vaziyeti gosterir.
Simdi ayn1 hesab1, Ozellik 3 igin yapalim. Burada gecti / kald1 ihtimalleri bulunuyor dolay1siyla

agac 2 dala ayrilabilir. Ancak biz 6nce hesabimizi yapalim.

Bilgi(P)=-9/14*logy(9/14)-5/14*logy(5/14)=0.940 bit
Bilgiss(P)=6/14(-3/6*logy(3/6)-3/6*10g(3/6))
+8/148-6/8*logy(6/8)-2/8*logy(2/8))=0.892 bit
Kazanim(Os)= 0.940-0.892=0.048 bit

Ozellik 3 igin 3/6 ve 6/8 olmak (izere iki parca bulunuyor ve her ikisi icin de hesap yapilip
toplam bilgiden ¢ikarildiginda kazanim degeri olarak 0.048 bit bulunuyor. Bu degeri

yorumlamadan 6nce agacin su anda hesaplanan halini gostermeye ¢alisalim:
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Test:
Ozellik 3
Gecti Kald
P3

I_:_'l — 0Oz.1 0z.2 Siif
Ozl 0z.2 Slnlf Ali 25 Sirif2
Ali 70 Simifl Ali 95 Sinif2
Al 90  Simif2 Al 70 simifl
Evren %0  sinifi :‘"En :2 :'”':i

VTren i

Evreh 65 Simifl sadi 80 Sirnfl
Sadi 80  sinf2 Sadi B0  simifl
Sadi 70 Simif2 sadi 96 sinifl

Sekil 6. Karar Agacinin Alabilecegi Olasiliklardan Bir Diger Ornegi

Yukaridaki Sekil 6 da agacin ilk karar noktasint Gegti / Kaldi ihtimalleri iizerine kuracak
olursak bilgi kazanimi olarak 0.048 beklenmektedir.

Bu durumda C4.5 agaci en yiiksek kazanima sahip olan degeri alacaktir. Bu deger Ozellik 1
icin isimler oldugundan karar agacmnin bu adimda Ozellik 1’e gore karar noktas: eklemesi
yerinde olacaktir.

Ardindan diger adimlar icin benzer sekilde hesaplamalar yapilarak agacin karar noktalar:
olusturulmaya devam edecektir.

C4.5 Agacinin 6nemli bir diger 6zelligi ise budama islemidir. Esas olarak agaclarda iki tip
budama yapilabilir. Birisi 6n budama (preprunning) digeri ise son budama (post prunning).
C4.5 agaci son budama (postprunning) yontemini tercih etmektedir.

Hemen burada karar agaglarinda (decision trees) 6n budama ve son budamanin nasil
yapildigindan bahsedelim. On budama, genelde aga¢ olusturulurken bazi dallarin
olusturulmamas1 yoniindedir. Ornegin bazi dallar anlamsiz olacagindan veya hi¢ eleman
icermeyeceginden olusturulmaz. Son budama ise agacin biitiin dallarini olusturur ve sonra bazi
sartlara gore budama yapar. Burada da eleman icermeyen dallar budanabilecegi gibi, bazi
durumlarda istatistiksel yaklasimlar da kullanilabilir. Ornegin yukaridaki veri kiimemizi
Ozellik 2’yi kullanarak 10'luk dilimlere bolmek isteyelim. 100-90 arasinda 90-80 ve 80-70
arasinda verilerimiz olacak ancak 70’in altinda verilerimiz olmayacak. Bunu verilere bakmadan

anlayamayiz. Sayet illaki agac olusturulacaksa ve kural 0 ile 100 arasindaki notlarin 10’arlik
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dilimler halinde boliinmesi ise bu dallarin da agacta yer almasi gerekir ancak hi¢ veri

icermeyecegi i¢in bu dallanmalar anlamsiz olacak ve budanacaktir.

3.3. Siiflandirilan Egitim Seti Sonuclarinin incelenmesi, Yorumlanmasi ve

Yontemlerin Karsilastirilmasi

Bu asamada egitim verisi iizerinde gergeklestirilen smiflandirma algoritmalarinin basari
oranlar1 incelenecek, hangi etkenlerin smiflandirma iizerinde etkisinin daha fazla, hangi
etkenlerin daha az oldugu tespit edilmeye c¢alisilacaktir. Uygulanan algoritmalar
kiyaslanacaktir. Bu asama sayesinde etiketi bilinmeyen veriler iizerinde uygulanacak
simiflandirma islemleri sonucunda verilerin yaklasik olarak hangi oranda basar1 ile
etiketlenecegi belli olacaktir. Test verisinin hangi algoritma kullanilarak siniflandirilacagina

karar verilecektir.

3.4. Ozelliklere Gore Egitim Veri Setinin incelenmesi ve Son Diizenlemelerin

Yapilmasi

Bu asamada 3. asamadan elde edilen bazi sonuglara gore egitim verisi iizerinde basar1 oranini
arttirabilecek son dokunuslar yapilacaktir. Ozelliklere gore veriler incelenecektir.

3.5. Test Verisine Siniflandirma Uygulanmasi

Bu asamada siniflar1 bilinmeyen yaklagik 25.000 anket verisi, karar verilen yontem ve son
dokunuglardan sonraki egitim verisi modelinden yararlanilarak siniflandirilacaktir ve etiketi,

siifi bulunmayan bu 25.000 veri siniflandirilmis olacaktir.
3.6.Smiflandirllan Test Verisi Seti Sonuclarimin  Incelenmesi ve
Yorumlanmasi

Bu asamada test verilerinin, atanan siniflar1 incelenecektir ve verilerin, verilen anket yanitlarina

gore gerceklestirilen siniflandirma islemi yorumlanacaktir.
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BOLUM 4. UYGULAMA

4.1. Verilerin Indirilmesi, Temizlenmesi ve Diizenlenmesi

Ik olarak havayolu sirketinin anketinde yer alan veriler indirilip diizenlenmistir ve asagida
ankette bulunan miisteri memnuniyetini tespit etmeye yonelik olarak olusturulan
oOzellikler(sorular) belirtilmistir.

Cinsiyet: Yolcularin Cinsiyeti (Kadin, Erkek)

Miisteri Tiirii: Misteri tiiri (Firmaya sadik oldugunu diisiinen miisteri, firmaya sadik
oldugunu diisiinmeyen miisteri)

Yas: Yolcularin yasi

Seyahat TUr{: Yolcu ugusunun amaci (Kisisel Seyahat, Is Seyahati)

Smmf: Yolcularin yaptiklart yolculuktaki seyahat sinifi (Business, Economy, Economy Plus)
Ucus mesafesi: Yapilan yolculugun ugus mesafesi

Asagidaki ifadeler icin temizlik ifadesine kadar ankette uygun rakamlar secilmektedir. (0-5
aras1 memnuniyet seviyesini belirtir. 5: en yiiksek seviye, 0: en diisiik seviye)

Ucak ici wifi hizmeti: Ucak ici wifi hizmetinin memnuniyet dizeyi

Kalkis / Varis zaman1 uygunlugu: Kalkis / varis zamaninin vaad edilen siirede olmasina
yonelik memnuniyet seviyesi

Online rezervasyon kolayhigi: Online rezervasyon hizmetinin memnuniyet dizeyi

(Gate) Kapi konumu: Ugagin oldugu alana gegis kapisinin konumuna ait memnuniyet diizeyi
Yiyecek ve icecek: Yolculuk sirasindaki yiyecek ve igecek hizmetine ait memnuniyet dizeyi
Online binis: Online binis islemlerine ait hizmetin memnuniyet diizeyi

Koltuk konforu: Ucak koltuk konforuna ait memnuniyet dizeyi

Ucak i¢i eglence: Ucak i¢i eglence hizmetinin memnuniyet diizeyi

On-board servis: On-board(Yolculuk sirasinda) servis memnuniyet seviyesi

Bacak/Ayak yeri dizeyi: Bacaklar1 ve ayaklar konulan bolgenin konforuna/genisligine ait
memnuniyet diizeyi

Bagaj yonetimi: Bagaj yonetimine ait memnuniyet dizeyi

Check-in hizmeti: Check-in islem hizmetinin memnuniyet diizeyi

Temizlik: Temizlik durumuna ait memnuniyet diizeyi

Dakika Olarak Kalkis Gecikmesi: Dakika olarak kalkista vaad edilen zaman ile gercek zaman
arasindaki gecikmesi

Dakika Olarak Varis Gecikmesi: Dakika olarak varis i¢in vaad edilen zaman ile ger¢ek zaman

arasindaki gecikmesi
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Memnuniyet: Ugustan memnun kalip kalmama durumu (Memnun - N6tr veya Memnuniyetsiz)
Verilerin WEKA programinda uygun calismasi igin veri dosyasinda isimleri asagidaki sekilde
olusturulmustur:

Cinsiyet: Cinsiyet

Miisteri Tiirii: Musteri_Turu

Yas: Yas

Seyahat Tirl: Seyahat_Turu

Smif: Yolculuk Sinifi

Ugus Mesafesi: Yolculuk Mesafesi

Ucak ici Wifi Hizmeti: Ucus_Wifi_Hizmeti

Kalkig / Varig Zamani Uygunlugu: Kalkis_Varis_Zaman_Uygunlugu
Online Rezervasyon Kolayligi: Online_Rezervasyon_Hizmeti

(Gate) Kap1 Konumu: Kapi_Lokasyonu

Yiyecek ve Icecek: Yiyecek Icecek

Online Binis: Online_Binis

Koltuk Konforu: Koltuk_Konforu

Ugcak i¢i Eglence: Ucus_Eglence

On-board Servis: On_board_Hizmet

Bacak/Ayak Yeri: Bacak_Yeri

Bagaj YoOnetimi: Bagaj_Yonetimi

Check-in Hizmeti: Checkin_Servisi

Temizlik: Temizlik

Dakika Olarak Kalkis Gecikmesi: Kalkis_Gecikmesi

Dakika Olarak Varig Gecikmesi: Varis_Gecikmesi

Memnuniyet: Memnuniyet_Duzeyi

Veriler siniflandirmaya hazir hale getirildikten sonra, ilk olarak 103.904 anket yanitinin
bulundugu egitim i¢in kullanilacak veri seti lizerinde siniflandirma islemi uygulanacaktir.

Bu sayede var olan etiketli verilerden yola ¢ikarak anket sorularindaki diger 21 sorunun 22.
sorunun yanitinin olusumundaki etkisi tespit edilecektir. Kullanilacak olan siiflandirma
algoritmalarinin bu veri seti i¢in siniflandirma isleminde basar1 orani elde edilecektir.
Siniflandirma iglemi igin popiiler siiflandirma yOntemlerinden K Nearest Neighborhood ve

Decision Tree algoritmalar kullanilacaktir.
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4.2. WEKA'da Egitim Verilerinin Siniflandirilmasi

Calismada, smiflandirma islemi uygulanirken her iki kullanilacak olan algoritma i¢in de
literatiirde K-Fold Cross-Validation denilen smiflandirma bi¢imi islemi uygulanacaktir. K
degeri genellikle 10 olarak secilmekle beraber bu ¢alismada da bu sekilde uygulanacaktir.

Cross Validation yonteminde egitim igin kullanilacak veri seti 10(k) pargaya boliinmekte ve
veri setinin 10'da 1'i test islemi i¢in kullanilirken kalan 10'da 9'u da egitim i¢in kullanilmaktadir.
Islemin basarili olmasi saglayan o6zelligi ise bu 10 par¢aya bolme islemini 10 kere
tekrarlamasi ve her tekrarda 10'da 1'lik test b6lumuni degistirmesi, kaydirmasidir. Bu sayede
verinin tamami hem test i¢in hem de egitim i¢in kullanilmig olur. Yontem WEKA'da segilip
kullanildiktan sonra otomatik olarak bu gerceklestirilen 10 farkli test ve egitim verisi
siniflandirma sonucunun ortalamasini1 hesaplayip, basari oranin1 bu ortalama deger olarak
olusturmaktadir. Egitim verisi programa yiiklendikten sonra asagidaki sekilde her bir 6zellik
icin bilinen smif degerleri kirmizi ve mavi renkte, 6zelligin kendi degeri de dikkate alinarak
grafik haline getirilmistir. Kullanilacak olan algoritmalar bu analizden yararlanir ve 6zelliklerin
siniflarina bagli olarak kullanilan yonteme gore hesaplama desenleri(pattern) olusturur. Kirmizi
renkle gosterilen veriler yolculuklarindan memnun kalan miisterileri gosterirken, mavi renk ile
gosterilen veriler yolculuklarindan memnun kalmayan veya notr diisiinen yolculara ait

degerlerdir. Veri dosyasinin siniflandirilmis halinin gorsellesmesi sekil 7 deki gibidir.

51177

Yolculuk_Sinifi

46745 igses
- - -
—

Online_Rezervasyon Hizmeti

v T 1

Koltuk_Rahatligi

Yolculuk_Mesafesi

Yas

Ucus_Wifi_Hizmeti

Yolculuk_Turu

71655
= -

Kalkis_Varis_Zaman_Uygunlugu

Kapi_Lokasyonu

Yiyecek lcecek

Bagaj_Yonetimi

Checkin_Servisi

1
2.5 s

Memnuniyet_Duzeyi

8879

Temizlik

Kalkis_Gecikmesi

L

Sekil 7. WEKA Programinda Egitim Verisini Gorsellestirme
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4.2.1 KNN Algoritmasi ile Siniflandirma
WEKA programinda KNN algoritmasi, veri yiiklendikten sonra Sekil 8 de gosterilen explorer
arayiiziindeki classify sekmesinde, lazy bolimiindeki IBk segene8i secilerek

kullanilabilmektedir.

[ Preprocess T CIassifyT Cluster TAssociate Se
Classifier

Choose |IBk -K 1 -W 0 -A "weka.core.neigh

Test options

(L) Use training set

() Supplied test set
(® Cross-validation Folds 10

(U Percentage split

[ More options... J

(Nom) Memnuniyet_Duzeyi ﬂ

Sekil 8. WEKA Programinda Cross-validation Yéntemi ile KNN Algoritmasi Kullanilarak Siniflandirma islemi

Onceki kisimlarda bahsedildigi {izere KNN algoritmasi uygulanirken en yakin kag komsuya
bakilacagini yani k degerini kullanict belirlemektedir. Yapilan uygulamada k degeri i¢in en
uygun degerin hangisi oldugunu tespit etmek {izere, yontem K degeri 1'den 9'a kadar olacak
sekilde degistirilerek uygulanmistir. Asagida cesitli k degerlerine karsilik gelen accurracy
(isabetlilik) oranlar1 yer almaktadir. Buna gore en isabetli oran1 kullanmak i¢in k degeri bu
orana karsilik gelen deger olarak secilip, egitim verileri KNN algoritmasi ile siniflandirilirken

bu k degerine gore siniflandirma gergeklestirilecektir.
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isabetlilik-Accuracy(%)

Sekil 9. Farkli K Degerlerine Karsilik Gelen Farkli Isabetlilik Oranlar

Sekil 9 da da goriilebildigi iizere siniflandirma yontemlerinin basari oranlart:

K =1i¢in %91.66

K =3igin %92.51

K =5i¢in %92.74

K =7i¢in %92.85

K =9 i¢in %92.81'dir. Bu sonuca gore test verisi siniflandirilirken egitim verisinin tamami K =
7 degeri ile kullanilmalidir.

Smiflandirma Sonuglari

KNN Algoritmasinin K = 7 degeri icin, egitim verisinde kullanilmistir ve smiflandirma

sonuglar1 agagidaki sekil 10 daki gibidir:

=== Confusion Matrix ===

a b <—— classified as
39678 5347 | a = Memnun
2077 56802 | b = Notr_veya Memnun_Degil

Sekil 10. Uygulama Sonucu Confusion (Karigiklik) Matrisi
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Tahmin Edilen Deceri

Pozitif Negatif

Gergek Pozitif Yanlas Negatif  Pozitif
g Gercek Deceri
Yanlas Pozitif |Gercek Negatif| Negatif

@NGLEWWCisi

Sekil 11. Confusion Matrisinin Taslagi (Beser, 2018)

Bir karisiklik matrisi
olan Sekil 11, ger¢ek degerlerin bilinmekte oldugu bir dizi test verisi lizerinde, bir siniflandirma

modelinin performansini tanimlamak i¢in siklikla kullanilan bir tablodur. (Beser, 2018)

Sekilde goriilebilecegi lizere confusion matrisi 4 boliimden olusmaktadir. Bu boliimler:

Gercek pozitif (True Positive — TP) — A olarak tahmin edilen ve dogru

Gergek negatif (True Negative — TN) — B olarak tahmin edilen dogru

Yanlis pozitif (False Positive — FP) — A olarak tahmin edilen ve yanlis

Yanlis negatif (False Negative — FN) — B olarak tahmin edilen ve yanlis olan ifadelerdir. (Beser,
2018)

Program ¢iktisindan goriilebilecegi iizere, uygulamada A yerine memnun olan miisteri, B yerine

ise ndtr veya memnun olmayan miisteriler karsilik gelmektedir. Buna gore degerler:

Gergek Pozitif (TP) = 39678 (Gergekte de tahminde de memnun olan miisteri sayis1)

Yanlis Pozitif (FP) = 2077 (Gerg¢ekte memnun tahminde memnun olmayan miisteri sayis1)
Yanlis Negatif (FN) = 5347 (Gergekte memnun olmayip tahminde memnun olan miisteri sayis1)
Gergek Negatif (TN) = 56802 (Gergekte de tahminde de memnun olmayan miisteri sayisi)
olarak bulunur.
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Karigiklik matrisinden hesaplanan bazi oranlar vardir. TP, TN, FP ve FN’nin birbirleriyle
iliskisini gosteren bu terminolojiler siniflandirma igleminin basar1 orani hakkinda bilgiler verir.

Sekil 12 deki KNN algoritmasinin dogruluk ve hata oranlar1 gosterilmistir.

Correctly Classified Instances 96480 92.8549 %
Incorrectly Classified Instances 1424 7.1451 %

Sekil 12. Egitim Verisinin KNN ile Dogruluk ve Hata Oran1

Dogruluk Oram (Accuracy Rate): Genel olarak, siniflayicinin ne siklikta dogru tahmin
ettiginin bir 6l¢iisiidiir. (Beser, 2018)

Hesaplanma sekli: (TP + TN) / TOPLAM

Yanhs Siiflandirma Orani (Misclassification Rate): Genel olarak, siniflayicinin ne siklikta
yanlig tahmin ettiginin bir ol¢iistidiir. Hata Oran1 olarak da bilinir (Error Rate). (Beser, 2018)

Hesaplanma sekli: (FP + FN) / TOPLAM

Buna gore Accuracy Rate %92.85 iken Error Rate %7.14 olarak hesaplanmigtir. Siniflandirilan
103.904 verinin 96480'1 dogru smiflandirilmistir. Sekil 13 ile oranlarin detaylandirilmis hali

gosterilmistir.

=== Detailed Accuracy By Class ===

TP Rate FP Rate Precision Recall c1lass

0.881 0.035 0.950 0.881 Memnun
0.965 0.119 0.914 0.965 Notr_veya Memnun_Degil
Weighted Avg. 0.929 0.083 0.930 0.929

Sekil 13. Egitim Verisinin KNN ile Detayli Dogruluk Oranlari

Gergek Pozitif Degerlerin Orani (True Positive Rate): Siiflayicinin ne kadar gergek pozitif
degeri dogru tahmin ettiginin bir dl¢iisiidiir. Hassasiyet, Isabet Oram1 veya Hatirlama olarak da
bilinir. (Sensitivity, Hit Rate or Recall) Miimkiin oldugu kadar yiiksek olmalidir. (Beser, 2018)
Hesaplanma sekli: TP / GERCEK POZITIFLER
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Gercek Negatif Degerlerin Oram (True Negative Rate): Siniflayicinin ne kadar gergek
negatif degeri dogru tahmin ettiginin bir dl¢iisiidiir. Ozgiilliik veya Segicilik olarak da bilinir.
(Specificity or Selectivity) (Beser, 2018)

Hesaplanma sekli: TN / GERCEK NEGATIFLER

Program ¢iktisindan goriilebilecegi iizere ger¢cekte memnun olup memnun olarak siniflandirilan
verilerin orant %88 iken ger¢ekte memnun olmayip tahminde de memnun olmayan olarak
smiflandirilan verilerin orani ise %96.5'tur. Program memnun olmayan miisterileri daha iyi
siniflandiriimastir.

Hassasiyet (Precision): Tim smiflardan, dogru olarak ne kadar tahmin edildiginin bir
Ol¢iisiidiir. Miimkiin oldugu kadar yiiksek olmalidir. (Beser, 2018)

Hesaplanma sekli: TP/ (TP + FP) ve TN/ (TN + FN)

Program ¢iktisindan memnun olma durumuna ait hassasiyet oran1 %95 olarak hesaplanirken,
memnun olmama durumunun tespit edilmesindeki hassasiyet orani ise %91.4 olarak
bulunmustur.

4.2.2 Decision Tree Algoritmasi ile Siniflandirma

WEKA programinda Decision Tree algoritmasi igerisinde, sirasiyla sekil 14 ve sekil 15 deki
adimlar izlenerek veri yuklendikten sonra explorer araylziindeki classify sekmesinde, trees

boliimiindeki J48 secenegi secilerek kullaniimistir.

Preprocess CIassifyT Cluster T Associate T Select attribute Preprocess | Classify T Cluster T Associate T

Classifier Classifier
" (@ veka Choose | J48 -C 0.25 -M 2
v ﬁl classifiers

Te » (& bayes
» (&5 functions Test options
> ([ lazy .
> (f meta () Use training set
> Emisc (U Supplied test set Set...
> [ rules
v (& trees (® Cross-validation Folds 10

|| DecisionStump

HoeffdingTree (L) Percentage split % 66

,
( B M L More options... J
L : RandomForest
Re RandomTree { (Nom) Memnuniyet_Duzeyi |v
' | REPTree
Sekil 14. WEKA’da Classify Sekmesi Bolimleri Sekil 15. WEKA’da Cross-Validation

Yontemi ile Decision Tree Algoritmast
Smiflandirma Islemi
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Program aracilig1 ile olusturulan karar agact modeli, problemde kullanilan 6zellik sayisinin ¢ok
fazla olmas1 ve bu 6zelliklerin birbirleri ile etkilesimlerinin uygun hesaplanabilmesi amaci ile
cok dallt ve uzun sekilde olugmustur. Karar agact modelinin baslangicina ait bir 6nizleme

asagidaki Sekil 16 da yer almaktadir.

Ucus Wifi Hizmeti <= 4

oo Masraes asisieieeee

Online_Binis <= 3
| Uous, Wifi Hizmeti <= 0

| Yiyecek Icecek <= 0

|

| | | Online_Rezervasyon_Hizmeti <= 0: Memnun (25.0)

| | | Online_Rezervasyon_Hizneti > 0: Notr veya Memnun Degil (8.0)
|

| Yiyecek Icecek > 0: Memnun (1735.6)

| Ucus Wifi Hizmetl > 0

| Ucus Wifi Hizneti <= 3

Yolculuk_Turu = Is_Yolculugu
| | Musteri Turu = Sadik Musteri
| Bagaj Yonetimi <= 4

Checkin_Servisi <= 4
| Koltuk Rahatligi <= 4

| Tenizlik <= 4
| Ucus Eqlence <= 3

l

| Ucus Wifi Hizmeti <= 1

|
| | | Yas>38: Memnun (6.0)
| | Kalkis Gecikmesi > 20: Notr veya Memnun Degil (6.0)

| Kalkis Varis Zaman Uyqunlugu <= 1: Notr veya Memnun Deqil (34.0/3.0)
Kalkis Varis Zaman_Uyqunlugu > 1

| Yolculuk Sinifi = Econony

| | Yolculuk_Mesafesi <= 1339

| | | Yas <= 34: Notr veya Memun Degil (9.0)

|

l l (el T m———

|
||
| ]|
[
IR
I
T I A O
T O A
T I A O
T I A
T I A
I Y A O
I Y I I O
I I
T I I
T I A O
T O A
T O A
I O
T I A O
I T I B O
I O O
T I A O
T O A O
[ T O A
I I O
T O A
T I A O
I Y A
I A O
T I A O
S I S

Sekil 16. Egitim Setinden Olusturulan Karar Agact Modeli(Onizleme)
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Smiflandirma sonuglar1 asagidaki Sekil 17 gibidir:

== Confusion Matriyxy =—=

a b <—— classified as
42144 2881 | a = Memnun
1903 56976 | b = Notr_veya_Memnun_Degil

Sekil 17. Uygulama Sonucu Confusion (Karisiklik) Matrisi

Bu boéliimde kullanilan farkli dogruluk 6l¢iitlerinin, confusion matrisinin genel ¢alisma mantigt
ve kullanilan formiiller KNN Algoritmas1 ile smiflandirma boliimiinde detayli sekilde

anlatilmistir.

Program ¢iktisindan goriilebilecegi lizere, uygulamada A yerine memnun olan miisteri, B yerine

ise ndtr veya memnun olmayan miisteriler karsilik gelmektedir. Buna gore degerler:

Gergek Pozitif (TP) = 42144 (Gergekte de tahminde de memnun olan miisteri sayisi)

Yanlis Pozitif (FP) =2881 (Gergekte memnun tahminde memnun olmayan miisteri sayis1)
Yanlis Negatif (FN) =1903 (Ger¢ekte memnun olmayip tahminde memnun olan miisteri sayisi)
Gercek Negatif (TN) = 56976 (Gercekte de tahminde de memnun olmayan miisteri sayisi)

olarak bulunur.

=== Summary ===
Correctly Classified Instances 99120 95.3957 %
Incorrectly Classified Instances 4784 4.6043 %

Sekil 18. Egitim verisinin Decision Tree ile Dogruluk Oranlar

Dogruluk Oram ve Yanhs Siniflandirma orani: Hesaplamalarin sonucunda, yukarida Sekil
18 ile gosterildigi gibi Accuracy Rate %95.3957 iken Error Rate %4.6043 olarak
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hesaplanmistir. Siniflandirilan 103.904 verinin 99120'si dogru smiflandirilmistir. Asagidaki

Sekil 19 ile oranlar detayli gdsterilmistir.

=== Detailed Accuracy By Class ===

TP Rate FP Rate Precision Recall Class

0.936 0.032 0.957 0.936 Memnun .
0.968 0.064 0.952 0.968 Notr_veya Memnun_Degil
Weighted Avg. 0.954 0.050 0.954 0.954

Sekil 19. Egitim Verisinin Decision Tree ile Detayli Dogruluk Oranlari

Gercek Pozitif Degerlerin ve Gercek Negatif Degerlerin Orami(Recall): Program
ciktisindan alinan sonuca gore, ger¢ekte memnun olup memnun olarak siniflandirilan verilerin
orani yaklasik %94 iken gercekte memnun olmayip tahminde de memnun olmayan olarak
siniflandirilan verilerin orani ise yaklasik %97'dir. Program memnun olmayan miisterileri daha

iyi siniflandirilmastir.

Hassasiyet(Precision): Program ¢iktisindan memnun olma durumuna ait hassasiyet orani
%95.7 olarak hesaplanirken, memnun olmama durumunun tespit edilmesindeki hassasiyet orani

ise %95.2 olarak bulunmustur.

4.3.Smiflandirilan ~ Verilerin  Incelenmesi, Uygulanan  Yoéntemlerin

Karsilastirilmasi ve Uygun Modelin Segimi

Bu asama altinda gosterilen; siniflandirilan egitim veri setlerinin incelenmesi ve basari
oranlarina ait detayli bilgiler bir Onceki asamadaki, algoritmalarin simiflandirma igin
kullanildiklar1 kendi boliimlerinde yer almaktadir. Test verilerinin siniflandirilmast i¢in dikkate
almacak olan iki kistas, algoritmalarin verileri siniflandirirken ne kadar hizli olduklar1 ve
verileri siniflandirirken ne kadar basarili olduklari olarak belirlenmistir. Asagida bu iki kistasa

gore karsilastirma ve yorumlar ifade edilmistir.

Siire/Hiz: 11k olarak modellerin kurulmasi ve calistirilmasi sirasinda bu islemlerin gerceklesme
stireleri ele alinacak olursa KNN algoritmasinda test verisinin her birisi egitim verisindeki biitiin
veriler ile tek tek kiyaslanmakta ve en yakin veri sayisini tespit edilerek n komsu sayisina gore

atama gerceklestirmekteydi. Bu islem problemdeki gibi veri sayis1 100.000 civarinda olan bir
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islem i¢in gergeklestirildiginde hesaplama islemi yaklasik olarak 30 dakikaya yakin siirmiistiir.
Ayrica bu islem en uygun k sayisini belirlemek iizere 5 kez tekrarladigindan dolay1 sirf bu
algoritma i¢in hesaplama islemi yaklasik olarak 2.5 saat slirmiistiir. Karar agaci algoritmasinda
ise program baslangicta egitim setinden belirli bir model kurmakta ve her veriyi bu karar agaci
modelindeki sartlara bagl olarak siiflandirdigr i¢in hesaplama islemi yiliksek boyutlu veri
sayisina ragmen 10 dakikadan kisa siirmiistiir. Ayrica karar agaci algoritmasinda ideal sonuca
ulagmak i¢in tek kez uygulama yapmak yeterlidir. Dolayist ile karar agaci yontemini uygulamak

siire kazanimi agisindan daha avantajhidir.

Isabetlilik/Dogruluk: Algoritmalarin hesaplandigi kendi béliimlerinde isabetlilik oranlari
verilmistir. Buna gére KNN algoritmasi ile toplam verilerin %92.85'i gergek etiketin aynist ile,
%7.15' ise gercek etiketten farkli olarak etiketlenirken, Karar agaci algoritmasi ile toplam
verilerin %95.39'u gercek etiketin aynisi ile, %4.60"1 gercek etiketten farkli etiketlenmistir.
Toplam veri say1s1 goze alindiginda bu yiizdelik fark, 2640 adet daha fazla verinin dogru sekilde
siniflandirilmas: demektir. Toplam veri sayisi arttik¢a bu oran farki daha da anlam kazanacaktir.
Bu aradaki fark hangi yontemin se¢ilmesine dair fikir olusturmasi agisindan baslica etkendir.

Bu alanda da Decision Tree algoritmasi daha basarili sonuglar1 vermistir.

Buna gore bu karsilastirilan veriler dogrultusunda test verisi i¢in karar agaci algoritmasinin

kullanilmasina karar verilmistir.

4.4. Ozellikler Acisindan Verilerin Analizi ve Son Diizeltmeler

WEKA programinda ayrica kullanilan veriler ve bunlarin etiketlerine baglh olarak, hangi
ozelligin sonuca daha ¢ok etki ettigi gozlemlenebilmektedir. Bu da organizasyonlar agisindan
oldukga biiyiik 6nem teskil eder. Bu sayede veriler iizerinde etkisi olmayan Ozellikler yok
sayilabilip genel dogruluk ve isabetlilik oran1 arttirilabilmekte, bunun yani sira sonug i¢in en
cok onem teskil eden Ozelliklerin 6grenilmesi ile birlikte isletmede bu alanlara yonelik
iyilestirme ve gelistirme g¢alismalarinin ne kadar daha 6nemli oldugu anlasilabilir. Hangi
ozellige ne kadar agirlik verilmesi gerektigi tespit edilebilir ve bunlara ait planlama eylemleri

de onceden olusturulabilir.
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Asagida WEKA'da bu islemin nasil gerceklestirildigi gosterilmektedir. Veriler uygulamada

acildiktan sonra ana islem ¢ubugundan select attributes kismi, bu kisimda da attribute evaluator

ve search method kisimlart asagidaki Sekil 20 deki gibi segilmistir.

[ Preprocess T Classify T Cluster T Associate TSeIect attributes T Visualize 1

Attribute Evaluator

Choose | InfoGainAttributeEval

Search Method

Choose |[Ranker -T -1.7976931348623157E308 -N -1

Attribute Selection Mode

(® Use full training set

(O Cross-validation Folds

Seed

No class

10

1

~ Attribute selection output

™

=== Run information ===

4
~

Evaluator: weka.attributeSelection.InfoGainAttributeEval

Search: weka.attributeSelection.Ranker —T -1.7976931348623157E308 —N
Relation: Anket_Yanitlari

Instances: 103904

Attributes: 22

Sekil 20. Ozelliklerin Onem Kiyaslama Isleminin Uygulamasi

Bu islem sonucunda 6zellikler ve dnem derecelerine gore siralanmalart asagidaki sekildeki gibi

olusmaktadir.

Ranked attributes:

. 304204
. 233285
. 192611
-163941
.135205
.113794
. 087614
. 082517
.076315
.07477

.07333

. 065752
. 061506
. 04602

. 037806
. 026819
.017336
. 009266
. 004036
. 003109
. 000108

S0 ®

12
7
5
4

14

13

16

15
6

19
9
3

17

18

11
2

10

21

20
8
1

Online_Binis
Ucus_Wifi_Hizmeti
Yolculuk_Sinifi
Yolculuk_Turu
Ucus_Eglence
Koltuk_Rahatligi
Bacak_Yeri
On_board_Hizmet
Yolculuk_Mesafesi
Temizlik
Online_Rezervasyon_Hizmeti
Yas
Bagaj_Yonetimi
Checkin_Servisi
Yiyecek_Icecek
Musteri_Turu
Kapi_Lokasyonu
Varis_Gecikmesi
Kalkis_Gecikmesi
Kalkis_Varis_Zaman_Uygunlugu
Cinsiyet

Sekil 21. Ozelliklerin Etki Siralamas1
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Sekil 21 deki sonuglara gore, bu havayolu sirketinin anket sonug¢larinda online binis
islemlerindeki servis kalitesi, ucus sirasinda sunulan wifi internet hizmetinin kalitesi ve
yolcularin yaptiklari ugustaki sinifin farkliligit memnun olup olmama durumunda daha énemli
faktorler iken, goriilebilecegi lizere yolcularin cinsiyetinin farklilignt memnun olup olmama
durumunu hemen hemen hi¢ etkilememektedir. Isletme anketini buna yénelik tekrar
diizenleyebilir, sonug icin bagimli degiskenlerden daha ¢ok 6nem teskil eden alanlar tizerinde
daha titiz ¢alisabilir, hizmetlerinin 6nem planlamalarini bu verilere gore olusturabilir.

Bu veriler dogrultusunda egitim verisindeki anket sorularindan cinsiyet kismina ait soruyu ve
cevaplar1 kaldirmak mantikli gérilnmektedir. Bu sayede sonuca etki etmeyen bir soru anketten
cikartilacak ve misterilerin zamani bosa harcanmayacaktir. Asagida, dnceden se¢tigimiz karar
agact algoritmasi, verilerdeki cinsiyet boliimii ¢ikartilarak egitim verisi lizerinde tekrar

uygulanmistir.

Correctly Classified Instances 99244 95,5151 %
Incorrectly Classified Instances 4660 44849 %

Sekil 22. Egitim Verisinin Cinsiyet Verisi Cikarilmig Halinin Decision Tree ile Dogruluk Oranlari

Sekil 22 den de goriilebilecegi gibi, beklenildigi iizere egitim setinden cinsiyet sorusuna yonelik
veriler ¢ikarildiktan sonra gerceklestirilen siniflandirma sonucunda algoritmanin olusturdugu
modelin dogruluk oran1 azalmamistir. Hatta dogruluk oran1 %95.39'dan %95.51'e ylikselmistir.
Bu yiikselme oranmin ¢ok biiyiik farklar yaratmayacag: diisiiniilse de havayolu sektoriindeki
ekonomik pay biiyiikligii géz oniine alindiginda, 6nceden bahsedildigi {izere her miisteriyi
kazanabilmenin O6nemi oldukca biiyiiktiir. Ayrica veri sayisi arttitkca bu oranin O6neminin
artacag asikardir. Ornegin bu ufak diizeltme sayesinde gerceklestirilen ¢alismada 124 adet daha
fazla miisterinin anket yanit1 dogru tespit edilmistir.

Ardindan basar1 oraninin daha fazla artip atmayacagini tespit etmek iizere, cinsiyet ifadesinden
bir sonraki en az etkiye sahip ifade olarak tespit edilen ifade olan kalkis varis zaman uygunlugu
icin de ayn1 islem uygulanarak, verilerin son halinden(cinsiyetsiz) ¢ikartilmis ve yeni dogruluk

orani hesaplanmistir. Asagidaki sekilde yeni dogruluk orani goriinebilmektedir.



37

Correctly Classified Instances 99274 95.544 %
Incorrectly Classified Instances 4630 4,456 %

Sekil 23. Egitim Verisinin Cinsiyet ve Kalkig-Varig Zaman Uygunlugu Verileri Cikarilmig Halinin Decision

Tree ile Dogruluk Oranlari

Sekil 23 ile goriilebilecegi lizere, bu islem sonucunda da basar1 orani artmaya devam ederek
%95.51'den %95.54'e yiikselmistir. Boylelikle son durumdan 30 adet daha fazla miisterinin
anket yanit1 daha dogru tespit edilebilmistir.

Ardindan bu iki 6zellikten sonraki en diisiik etkiye sahip olan kalkis gecikmesi 6zelligi igin de
ayni islem yapilmistir. Bu ifadenin de son durumdaki verilerden ¢ikarilmasi ile asagidaki

sekilde goriilebilecek olan dogruluk orani elde edilmistir.

Correctly Classified Instances 65354 95.4575 %
Incorrectly Classified Instances 3110 4,5425 %

Sekil 24. Egitim Verisinin Cinsiyet, Kalkis-Varig Zaman Uygunlugu ve Kalkis Gecikmesi Verileri Cikarilmis

Halinin Decision Tree ile Dogruluk Oranlari

Bu islem de tamamlandiktan sonra Sekil 24 ile gosterilen en sonki dogruluk orani, bir 6nceki
dogruluk oranindan diisiik ¢ikmistir. Bu da artik ¢ikartilan verilerin basar1 oranina arttirmadigi,
aksine azalttigin1 gostermektedir. Dolayis1 ile en yiiksek basar1 orami ile ilerlemek igin,
caligmaya bu ¢ikarma islemini yapmadan, yalnizca cinsiyet ve kalkig-varig zaman uygunlugu
verileri ¢ikartilarak devam edilecektir.

4.5. WEKA’da Test Verilerinin Siniflandirilmasi

Bu agamada yanitlar1 bilinmeyen 25976 anket verisi, secilen karar agaci yontemi ve yapilan
diizenlemelerin sonucunda elde edilen egitim seti verilerinden olusturulan siniflandirma modeli
ile siiflandirilacaktir.

WEKA'da istenilen bir veri setinin, baska bir veri setinin egitim seti olarak kullanilmasi
asagidaki sekilde gerceklestirilir. Veri seti ylklendikten sonra Sekil 25 de gosterilen classify
sekmesinden, istenilen algoritma secilir. Daha sonra "use training set" opsiyonu secilerek

calistirilir.
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Sekil 25. WEKA'da istenilen Verinin Egitim Seti Olarak Kullanilmasi

Bu islemin ardindan kullanilacak olan egitim setinden siniflandirma modeli olusturulacaktir.
Bu asamada dikkate alinmas1 gereken bir durum, egitim seti olarak kullanilmak istenen bir veri
setinin basari oran1 bu asamadan daha once gerceklestirdigimiz asamalar ile 6lgulmelidir.
Ciinkii bu asamada gerceklestirilen islemde, verilerin higbirisi kendi icerisinde egitim ve test
parcalar1 olarak ayrilmadan, direkt olarak tek seferlik bir egitim seti olarak islenir. Bu da bir
nevi veri seti icerisindeki farkli veya u¢ durumlari ezberlemek gibi diisiiniilebilir. Bu yiizden
bu islemin sonucunda gosterilen dogruluk orani, egitim asamasi sirasinda kendisinin de bire bir
islenerek yer aldigr verilerin smiflandirilmasindaki bagar1 oranidir. Cross Validation
sisteminden hatirlanacagi iizere o islemde basar1 oranina bakilirken verilerin tamami 10 pargaya
boliinmekte ve bu pargalarin 9'u egitim i¢in kullanilirken 1 tanesi test ig¢in kullanilmaktaydi ve
bagar1 oranlarmin ortalamasi alinmaktaydi. Bu da bizim kontrol i¢in kullandigimiz basar
oraninin veri setinin bilinmeyen verilere karsi ne derece basarili tahminler yapabildigini
gostermektedir. Bu yiizden bir veri setini egitim seti olarak kullanmaya karar vermeden once
kullanilan algoritma ve yontemlerin o setin daha 6nceden barindirmadigi verileri ne derece
basarili tahmin edebildigi gbzlemlenilip karar buna goére verilmelidir. Asagida Sekil 26 da karar
agaci algoritmasi secilerek egitim verilerinin tamami egitim i¢in kullanildiginda basar1 oram

goriinmektedir.



39

Correctly (lassified Instances 101353 97,5448 %
Incorrectly Classified Instances 2551 2,455 %

Sekil 26. Egitim Verisi Olarak Kullanilacak Seti Kendisini Siniflandirmada Basar1 Orani

Tahmin edilebilecegi iizere bu verilerin basar1 oran1(%97.5) bizim hesapladigimiz son basari
oranindan(%95.54) daha yiiksek ¢ikmistir. Bunun sebebi bir 6nceki boliimde aktarilmistir. Test
verileri siniflandirilirken beklenen basari oraninin bu orana degil, bizim hesapladigimiz orana

yakinsamas1 beklenmelidir.

Test verileri asagida bahsedilecek olan uygun formata getirildikten sonra WEKA'da agildiktan
sonra asagidaki sekildeki gibi secilip smiflandiriimaktadir. Istenen algoritma segildikten sonra
"supplied test set" opsiyonu segilerek calistirtlmalidir. Bu asamada dikkat edilmesi gereken bir
husus, egitim setindeki toplam 6zellik sayis1 ve farkli 6zellik deger se¢enekleri, test setindeki
toplam 6zellik sayis1 ve farkli dzellik deger segenekleriyle bire bir uyusmalidir. Ornegin
yolcunun yolculuk simifina ait secenekleri, egitim setinde Business ve Economy iken, test
setinde yalnizca Business olamaz, bu degerlerle uyusmayan bagka tanimlar olamaz veya bu
degerleri bulundurmasina ragmen ek olarak baska bir tanim iceremez. Formatlar birbirine
tamamen uyumlu olmalidir. Test setinde egitim setinden farkli olarak yalnizca anketlerdeki
memnun olup olmama durumuna ait sonug degeri yanitsiz olarak bulunmaktadir. Yani bu
ozellik tanimhidir ancak 6zelligin degerleri atanmamis (null) degerlerdir. WEKA'da yaniti
bulunmayan ozellik degerleri "?" degeri olarak tanimlanmalidir. Bu ifade yerine bosluk
birakmak veya herhangi baska bir ifade yazmak programin hata vermesine neden olacaktir.

Asagidaki Sekil 27 de Test Seti kullanilmasi i¢in segilecek alan gosterilmistir.
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Sekil 27. WEKA'da Istenilen Verinin Test Seti Olarak Kullanilmas1

4.6. Siniflandirilan Test Verilerinin Incelenmesi ve Yorumlanmasi

Test verileri egitim verisi kullanilarak siniflandirilmistir. Siniflandirilan ifadeler diizenlenip
Excel'e aktarilmistir. Asagida Onizleme olarak 30 adet memnun olup olmadigina dair yanitt
bulunmayan anket verisinin siniflandirilmis hali hiicrelerde gosterilmektedir. Verilerin
sigdirilabilmesi ve okunabilmesi agisindan 6zelliklere ait basliklar kiigiiltiilmiistiir. Sekilde
kolonlarda bulunan basliklar soldan saga olarak sunlardir: Miisteri Tiirii, Yas, Yolculuk Tiiri,
Yolculuk Sinifi, Yolculuk Mesafesi, Ugus Wifi Hizmeti, Online Rezervasyon Hizmeti, Kap1
Lokasyonu, Yiyecek-Icecek, Online Binis, Koltuk Rahathigi, Ugus Eglence, On board Hizmet,
Bacak Yeri, Bagaj Yonetimi, Checkin Servisi, Temizlik, Kalkis Gecikmesi, Varis Gecikmesi,
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Tablo 5. Smiflandirilan Test Verileri
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A B G D E F G| HJI|J|K|ILIM|N|O|P|Q]| R| S T U

Musteri_Tur Yas Yolculuk_Tu Yolculuk_ Yolculu Ucus_ Onlir Kapi Yiy On' Kol Ucu On_ Baca Bag Chec Tem Kalki Varis, Tahmin_Guv( Tahmini_Sinif

Sadik_Muste 52 Is_Yolculugi Economy 160 5 3 43 4 3 5 5 5 5 2 5 50 44 0.990596 Memnun

Sadik_Muste 36 Is_Yolculugi Business 2863 1 3 1545 4 4 4 4 3 5 0 0 1 Memnun

Sadik_Olmay 20 Is_Yolculugi Economy 192 2 2 4 2 2 2 2 4 1 3 2 2 0 0 -0.973858 Notr_veya_Memnun_Degil

Sadik_Muste 44 Is_Yolculugi Business 3377 0 0 23 4 4 1 1 1 1 3 4 0 6 1 Memnun

Sadik_Muste 49 Is_Yolculugi Economy 1182 2 4 3 4 1 2 2 2 2 2 4 4 0 20 -0.928571 Notr_veya_Memnun_Degil

Sadik_Muste 16 Is_Yolculugi Economy 311 3 3 355 3 5 4 3 1 1 5 0 0 1 Memnun

Sadik_Muste 77 Is_Yolculugi Business 3987 5 5 53 55 5 5 5 5 4 3 0 0 0.99573 Memnun

Sadik_Muste 43 Is_Yolculugi Business 2556 2 2 2 4 45 4 4 4 4 5 3 77 65 1 Memnun

Sadik_Muste 47 Is_Yolculugi Economy 556 5 2 2555 5 2 2 5 3 5 1 0 0.997768 Memnun

Sadik_Muste 46 Is_Yolculugi Business 1744 2 2 2 3 4 4 4 4 4 4 5 4 28 14 1 Memnun

Sadik_Muste 47 Is_Yolculugi Economy 1235 4 1 1515 3 3 4 3 1 4 29 19 1 Memnun

Sadik_Muste 33 Is_Yolculugi Business 325 2 5 51 3 4 2 2 2 2 3 4 18 7 -0.928079 Notr_veya_Memnun_Degil

Sadik_Muste 46 Is_Yolculugi Business 1009 5 5 5 4/ 5/ 5 5 5 5 5 5 3 0 0 0.99573 Memnun

Sadik_Muste 60 Is_Yolculugi Business 451 1 4 155 4 5 5 5 5 3 5117 113 1 Memnun

Sadik_Muste 52 Is_Yolculugi Business 925 2 2 255 4 4 4 4 4 3 5 10 0 1 Memnun

Sadik_Muste 50 Kisisel_Yolc Economy 83 3 0 3 2 0 2 2 4 2 4 4 2 5 2 -1 Notr_veya_Memnun_Degil

Sadik_Muste 31 Is_Yolculugi Economy 728 2 5 52 2 2 2 4 3 3 4 2 2 0 -0.928079 Notr_veya_Memnun_Degil

Sadik_Muste 52 Kisisel_Yolc Economy 1075 5 5 345 4 4 3 5 5 4 4 0 0 0.99573 Memnun

Sadik_Muste 43 Kisisel_Yolc Economy 1927 3 3 14 45 5 5 3 5 4 3 0 0 -1 Notr_veya_Memnun_Degil

Sadik_Muste 50 Is_Yolculugi Business 3799 5 5 545 4 4 4 5 4 5 5 8 0 0.99573 Memnun

Sadik_Muste 60 Is_Yolculugi Business 612 4 4 4 2 4 5 5 5 5 5 5 5 21 49 0.99524% Memnun

Sadik_Muste 43 Kisisel_Yolc Economy 1437 3 3 4 2 3 2 2 4 2 4 4 2 0 0 -1 Notr_veya_Memnun_Degil

Sadik_Muste 55 Kisisel_Yolc Economy 302 1 4 3 4 4 4 4 1 3 2 4 4 0 0 -1 Notr_veya_Memnun_Degil

Sadik_Muste 25 Is_Yolculugi Business 1428 4 4 4 4 4 4 4 1 5 3 1 4 0 0  0.833333 Memnun

Sadik_Olmay 30 Is_Yolculugi Economy 528 4 5 325 2 2 3 2 3 4 2 0 0 -0.619048 Notr_veya_Memnun_Degil

Sadik_Muste 62 Kisisel_Yolc Economy 710 3 3 42 3 2 2 3 5 5 4 2 0 0 -1 Notr_veya_Memnun_Degil

Sadik_Muste 24 Is_Yolculugi Business 3680 4 4 4 2 2 2 2 5 5 5 5 2 0 0 1 Memnun

Sadik_Muste 22 Is_Yolculugi Economy 1521 4 1 1 4 4 4 4 1 4 1 1 4 3 13 0.699187 Memnun

Sadik_Muste 44 Is_Yolculugi Business 1543 3 3 3545 5 5 5 5 5 5 0 0 1 Memnun
3115adik_Muste 51 Is_Yolculugt Economy 235 4 3 344 4 4 3 2 3 3 4 0 0 0.25 Memnun

Tablo 5 de gosterildigi gibi WEKA'da test verilerinin siniflandirma islemi yapilirken program
yaptig1 her tahmin sonucu i¢in [-1, 1] araliginda, giiven seviyesi belirlemektedir. 0 ile 1 arasinda
yer alan giiven degerlerine ait verilerin hepsi memnun olan misteri sinifina dahil edilmistir. 0
ile -1 arasinda yer alan giiven degerlerinin hepsi ise memnun olmayan, nétr miisteri sinifina

dahil edilmistir.

Burada giiven degeri mutlak olarak bakildiginda 1 degerine ne kadar yakin ise yapilan tahmine
ait giiven degeri o kadar yliksektir. Yani kurulan model, etiketledigi sinifa o kadar fazla
givenmektedir. Ornegin yukaridaki dnizlemede 2 sira no'lu hiicrede bulunan ilk miisterinin
memnun olmasina yonelik tahmin degeri 0.99 giiven aralig ile ifade edilirken, 25 sira no'lu
hiicrede bulunan miisterinin memnun olmasina yonelik tahmin degeri 0.83 giiven aralig ile
ifade edilmistir. Bu durumda ilk miisterinin memnun olma durumunun diger miisteriye kiyasla

daha fazla oldugu sdylenebilmektedir. Ayni sekilde 6rnegin 17 sira no'lu hiicrede bulunan
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misterinin memnun olmama durumuna ydnelik tahmin degeri -1 iken, 26 sira no'lu hiicrede
bulunan misterinin memnun olmama durumuna yodnelik tahmin degeri -0.61'dir. Mutlak
degerlere bakilacak olursa ifadeler siras1 ile 1 ve 0.61 olacaktir. {lk miisterinin memnun
olmadigin neredeyse kesin olarak sdylenebilecekken diger miisteri i¢in bu kadar rahat
soylenememektedir.

Tahmin giiveni degeri, yapilan ¢alismadaki 6zelliklik sayis1 ¢ok fazla olan komplike problemler
icin oldukea biiyiik 6nem tasimaktadir. Bu gibi durumlarda isletme i¢in yalnizca memnun olup
olmama etiketinin basilmasi ve bunun yanitina ulasilmasi yeterli olmayabilir. Bu iki yanita da
cok yakin durumda bulunan bir¢ok anket verisi olmasi kaginilmazdir. Bu sayede isletme giiven
degerlerine gore de analiz yapabilir ve daha bagarili sonuglara ulagabilir. Ayrica siniflandirilan
test verilerinin excel ortamina rahatlikla aktarilabilmesi de yine isletme i¢in analiz
caligmalarinda kolaylik saglayan bir 6zelliktir. Bu sayede farkli attribute(6zellik)lere yonelik
sorgular yapilabilir. Spesifik degerler ve durumlar i¢in miisterilerin memnuniyet seviyesi

istenildigi sekilde gézlemlenebilir.

BOLUM 5. ISTATISTIKSEL ANALIZ

Veri madenciligi, istatistik temelli ¢alismalarin uygulandigi bir daldir. Bu kisimda, calismada
uygulanan yontemler ve diizeltmelerin neden bu sekilde se¢ildigi, bu diizeltmeler sonucunda
yakalanan basar1 oraninin diger yontem veya diizeltme islemleri karsisinda ne derece basarilt
oldugu istatistiksel olarak dzetlenecektir.

Ik olarak algoritmalar acgisindan kiyaslayacak olursak elimizde bulunan egitim verisinin
yapisina uygun olan, ¢alismada kullanilmak iizere se¢ilen algoritmalarin ve bazi diger bilinen
popiiler siiflandirma algoritmalarinin egitim verisi i¢in basar1 oranlar1 asagidaki grafikte yer

almaktadir.

Tablo 6. Farkli Algoritmalarm Basar1 Oranlari

KNN(k | Decision Naive Linear Lojistik

=i} Tree Bayes OneR Regresyon Regresyon
Toplam Veri 103904 103904 | 103904 | 103904 103904 103904
Dogru
Siniflandirilan 95238 99120 | 88724 | 82124 90899 94229
Yanlis
Siniflandirilan 8666 4784 | 15180 | 21780 13005 9675
Dogruluk Orani | 91.66% 95.39% | 85.39% | 79.04% 87.48% 90.68%
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Tablo 6 dan da goriilebilecegi tizere 6rnek olarak tek bir 6zellikten formiil ¢ikarimi yaparak
siiflandirma islemini uygulayan bir siniflandirma algoritmast olan OneR ile yalnizca %79
oraninda basar1 saglanabilmistir. Bu da verilerin karmasik yapisinda hakkinda fikir vermekte
ve daha gelismis ve Ozellesmis smiflandirilma yaklagimlari ile ¢calisma yapilmasi gerektigini
Ozetler. OneR yaklasimindan daha gelismis olan ve biitiin 6zelliklerin etkilesimini hesaba katan
diger yontemlerden Naive Bayes, Lineer Regresyon ve Lojistik Regresyon ile daha basarili
sonuclara ulagilmistir. Ancak goriilebilecegi lizere en yiiksek basari oranina sahip olan iki
algoritma KNN ve Karar Agaci olarak tespit edilmistir. Dolayisi ile caligmada kullanilmak

iizere bu algoritmalar se¢ilmistir.

Daha sonra bu yontemlerden KNN algoritmasinda en yakin komsu sayisini kullanicin
secebildigi ve bu secim sonucunda dogruluk oraninin farkli degerler verebildigi incelenmisti.
Sekil 9'dan da detayli olarak incelenebilecegi iizere en yakin komsu degerinin belirli degerler

icin verdigi dogruluk orani agsagidaki tabloda tekrar 6zetlenmistir.

Tablo 7. Farkli K Degerleri I¢in Basar1 Oranlar

K komsu degeri 1 3 5 7 9
Dogruluk Orani | 91.66% | 92.51% | 92.74% | 92.85% | 92.81%

K=7 i¢in en yiiksek dogruluk oranina %92.85 ile ulasilsa da, bu deger hala Karar Agaci
yonteminin bagar1 oranindan diisiik oldugu icin bu asamada da KNN algoritmasi elenip,

caligmaya Karar Agaci algoritmasi kullanilarak devam edilmistir.

Ardindan 6zellikler arasi veriler incelenmis ve egitim veri setinde hangi 6zellik degerinin
siniflandirma tizerinde etkisinin ne kadar oldugu incelenmistir. Buna gore cinsiyet 6zelliginin
simiflandirmaya etkisinin diger 6zelliklerden biiyiik bir farkla ayrigarak en az etkiye sahip
oldugu tespit edilmistir. Algoritmanin basar1 orani cinsiyet 0zelligine ait veriler ¢ikarilarak
tekrar hesaplanmis ve ilk durum ile kiyaslanmistir. Asagidaki Tablo 8'de bu kiyas goriilebilir.

Islem sonucunda tablodan da goriilebilecegi iizere cinsiyeti bulundurmayan anket verileri ile
daha basarili tahmin orani elde edilmistir. Dolayis1 ile calismaya veriler bu sekilde kullanilarak

ilerlenilmektedir.
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Tablo 8. Cinsiyet Verileri Cikarilan ve Cikarilmayan Basar1 Oranlari

Bulunduran Bulundurmayan
Cinsiyet Veri Veri

Dogruluk Orani 95.39% 95.51%

Ardindan, cinsiyetten sonraki en az etkiye sahip ifade kalkis-varis zaman uygunluguna ait
yanitlar olarak tespit edilmistir. Bu 0zellige ait veriler son durum(cinsiyetsiz) verilerinden
cikarilarak bu iki durum degerlerinin basar1 orani da kiyaslanmistir. Asagidaki Tablo 9'da bu

iki durum gorulebilmektedir.

Tablo 9. Cinsiyet ve Kalkis Varis Uygunlugu Verileri Cikarilan ve Cikarilmayan Bagar1 Oranlari

Kalkis-Varis Bulunduran Bulundurmayan
Uygunlugu Veri Veri
Dogruluk Orani 95.51% 95.54%

Tablodan goriilecegi tlizere, kalkig-varis zaman uygunlugu yanitlarinin da verilerden gikarilmasi
ile dogruluk orani %95.51'den %95.54'e yiikselmistir. Bu yiizden ¢alismaya bu verilerin de
cikarilarak devam edilmesine karar verilmistir.

Son olarak bu iki 6zelligin disindaki, sonuca en az etki ifade olan kalkis gecikmesine yonelik
olan 6zellik igin de aymi islem uygulanmustir. Onceki son durum ile yeni son durumun basari

orani kiyaslamasi asagidaki tabloda goriilebilmektedir.

Tablo 10. Cinsiyet, Kalkis Varig Uygunlugu ve Kalkis Gecikmesi Verileri Cikarilan ve Cikarilmayan Basari

Oranlar1
Bulunduran Bulundurmayan
Kalkis Gecikmesi Veri Veri
Dogruluk Orani 95.54% 95.45%

Tablo 10'dan goriilecegi iizere, bu 6zelligin ¢ikarilmasi ile basari oranit son duruma gore

azalmistir. Dolayis1 ile egitim setinden kalkis gecikmesi yanitlarina ait veriler ¢ikarilmamastir.

Sonug olarak ¢alismaya egitim setinden cinsiyet ve kalkig-varis zaman uygunlugu verileri
cikartilarak ve karar agaci algoritmasi uygulanarak devam edilmis, test verileri buna gore

siiflandirilmastir.
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BOLUM 6. GERCEKCI KISITLAR VE KOSULLAR ALTINDA
DEGERLENDIRME

Uygulanan ¢alisma ekonomik, surdurebilirlik ve givenlik agisindan incelendiginde, veri
madenciligi ¢alismalar1 genel olarak bilgiyi isleme, yorumlama ve yeni bilgiler elde etme olarak
diisiiniiliirse, fiyat/performans olarak olduk¢a elverislidir. Ciinkii ortaya konan
hizmetlerin/Urtinlerin girdisi bilgidir. Arag olarak da bu bilgileri kullanma ve yorumlamaya
yardimc1 olan, aslinda yine bilgi temin eden programlar ve hesaplayict donanimlar
kullanilmaktadir. Cikt1 olarak da bu bilgilerden, uzun vadeli olarak bakildiginda isletmeler i¢in
yiiksek boyutlarda ekonomik kazang saglayan anlamli bilgilere ulagilmaktadir. Calismada
kullanilan veri sayisinin yiiksek boyutlu oldugu sdylenebilir. Baz1 durumlarda ¢ok daha yiiksek
boyutlu veriler ile ¢alismak da gerekebilir. Bu durumda ¢alismay1 gerceklestirilen personelin
yeterince kalifiye oldugu varsayilir ise ve veri madenciligi gergeklestirilebilen bazi kaliteli
programlarin iicretsiz olarak sunuldugu diisiiniiliirse, uygulamalarin en 6nemli maliyeti islemci
(CPU) performansi yiiksek bilgisayarlar kullanilmak zorunda olunmasidir. Ancak bahsedildigi
gibi devamli olarak anlamli bilgiler elde edip bu bilgileri etkili olarak kullanmak, uzun vadede
hesaplama donanimlarinin maliyetlerinin ¢cok rahat bir sekilde g6z ard1 edilebilecegini gosterir.
Bu tarz caligmalarin siirdiiriilebilirligi de veri madenciligi programlarinin giiniimiizdeki
seviyesi diisiintildiiglinde kolaylikla saglanabilmektedir. Her ne kadar kullanilan verilerin
miktart ve anlami siirekli degisebilse de, farkli veri tarzlar1 ve miktarlar1 i¢in gelistirilen
algoritmalar ve bu algoritmalar {izerinde yapilabilen otomatiklesmis ayarlar, ¢ogu durumda
yiiksek oranda basar1 ve dogruluk oranlarina ulagilmasina imkan saglamaktadir. Son olarak etik
ve gliven agisindan bakildiginda, ¢caligsmalarda firmalara ait cok 6nemli veriler kullanilabilecegi
icin, bu verilerin glivenligini saglamak biiyiik dnem tagimaktadir. Ayni sekilde veri madenciligi
konusunda danismanlik hizmeti veren isletmeler birlikte calistig1 isletmelere, kullanacagi
verilerin higbir sekilde baska personel veya isletmelere izinsiz sekilde satilmamasi veya
iletilmemesi konusunda glivence vermeli, bu tarz durumlar i¢in karsilikli giiven s6zlesmeleri

kullanilmalidir.
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BOLUM 7. SONUC

Sonug olarak genel olarak fazla sayida farkli tanim (ifade / cevap vs.) bulunduran miisteri
verilerinin isletmelerin yararina olacak sekilde nasil ve ne sekildigi analiz edilebilecegine dair
bir siniflandirma ¢alismasi gerceklestirilmistir.

Veri madenciligi yaklagimlarinin ¢ok boyutlu verileri anlamlandirmada 6nemi bir havayolu
firmasimin anket verilerinden yararlanilarak ortaya konulmustur. Bu sayede hem havayolu
isletmeleri i¢in O6rnek bir ¢alisma gerceklestirilmis, bu tarz analizlerin ve ¢alismalarin firmaya
ne tir katkilar1 oldugu aktarilmis hem de benzer tarzda verilere sahip olan birgok farkli
sektorden isletmeler i¢cin de Ornek olabilecek bir analiz ve gelistirme uygulama Ornegi
sunulmustur.

Calisma Ozelinde ise, kullanilan verileri en uygun sekilde smiflandirabilmek igin farkli
siniflandirma algoritmalarindan KNN ve Decision Tree algoritmalarinin diger popiiler basarili
siiflandirma algoritmalarina kiyasla daha basarili oldugu saptanmistir. Bu iki algoritmalarin
isleme mantiklar1 da Orneklerle desteklenerek okuyucuya aktarilmaya caligilmistir. Bu
algoritmalarin kiyaslanmasi sonucunda Decision Tree'nin bu veriler i¢in en uygun algoritma
oldugu ispatlanmis, ayrica anket verilerindeki farkli sorulardan hangilerinin sonu¢ i¢in en
onemli olduguna dair bir etki karsilastirilmast da gergeklestirilip veriler en yiiksek basari orani
yakalanmak amaci ile yeniden diizenlenmistir. Bu islem bazi anket sorular1 ve yanitlarinin
verilerden ¢ikarilmasi ile saglanmistir.

Gergek hayatta karsilasilabilecek sinifi/etiketi olmayan veriler, gerceklestirilen hesaplamalar
sonucu yeniden diizenlenen veriler ve en uygun algoritma kullanilarak siniflandirilmistir.
Siniflandirilan veriler excel formatinda kaydedilip, bu sayede isletmelerin bu verileri farkli
sorgulama formdilleri ile detayl olarak analiz edebilmesine de olanak saglanmistir.

Ek olarak ¢alismada WEKA programinda gergeklestirilen iglemlerin biiyiik ¢ogunlugu igin
isleme ait komutlar ve ekran goruntilerine de yer verilmistir. Bu sayede okuyucularin
calismada uygulanan islemleri teorik onlarak anlamasinin yaninda, bu program hakkinda bilgi
sahibi olmalar1 ve benzer caligmalar1 yapabilecek temel seviyede fikir sahibi olmalar1 da

amaclanmustir.
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